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요 약

최근 학습을 위한 레이블링 비용을 줄이기 위해 약 지도학습 기반의 인공지능 기술들이 많은 관심을 받고 있다. 특히, 약 지도학습 기
반 객체 로컬라이제이션은 학습 단계에서 객체 위치정보 없이 학습하지만, 추론 단계에서 위치를 추정할 수 있어서 더욱 많은 관심을 받
고 있다. 이는 웹에서 손쉽게 가져온 영상들로 학습할 수 있어 더욱 많은 관심을 받고 있다. 하지만 약 지도학습 기반으로 객체 로컬라
이제이션을 학습하면, 영상 단위의 클래스 레이블만 사용하기에 객체의 특징적인 영역만 현지화하는 한계가 존재한다. 따라서, 본 논문에
서는 클래스별 평균 전경 맵을 활용한 학습 방법을 제안하며 이를 활용하면 로컬라이제이션 정확도를 높일 수 있음을 보인다. 또한, 기
존의 클래스 활성화 맵을 정규화하는 방법을 개선하여 추가로 정확도를 개선할 수 있음을 보인다. 실험은 약 지도학습 기반 로컬라이제
이션에서 주로 사용되는 CUB200 데이터 세트와 ImageNet 데이터 세트를 사용하여 제안하는 방법의 효율성을 검증하였다. 

Abstract

Recently, weakly supervised learning-based methods have received significant attention due to their ability to reduce labeling 
costs. In particular, weakly supervised object localization has become an important research topic as it aims to learn object 
localization without the need for precise location labels. Consequently, it can be trained using easily obtainable image data from 
online sources. However, since it is trained solely using image-level class labels, it has limitations in terms of localization 
accuracy, as it usually identify only the most distinctive regions of the object. To address this issue, we propose a training 
strategy that incorporates class-specific foreground maps to improve localization accuracy. Additionally, we present an enhanced 
method for normalizing class activation maps to further enhance localization accuracy. The effectiveness of the proposed method is 
validated using the publicly available CUB200 dataset and ImageNet dataset.
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Ⅰ. 서 론

영상 기반 객체 탐지, 객체 로컬라이제이션, 객체 분할
등 인공지능 기술을 활용한 영상 내 객체 인식 및 이해에

관한 연구 및 개발이 활발히 진행되고 있다. 이러한 연구
들은 자율주행, 의료, 보안 등 다양한 산업에서 활발히 활
용되고 있으며 좋은 성능을 보여주고 있다. 그러나 이러
한 기법들은 대부분 지도학습에 의존하고 있어 학습을 위

해서는 높은 라벨링 비용이 발생한다. 따라서, 이러한 비
용을 줄이기 위해 약 지도학습, 비지도 학습 기술이 연구
되고 있다.
약 지도학습은 학습을 위해 필요한 모든 레이블이 아닌

그중 일부 정보만을 가지고 학습하는 것을 목표로 한다. 
따라서 지도학습보다 레이블을 생성하는 비용이 낮다. 예
를 들어, 클래스 정보만을 가지고 객체를 로컬라이제이션
(localization)을 하거나, 세그멘테이션(segmentation)하는
것이다. 따라서 약 지도학습 기술의 목표는 상대적으로
적은 레이블 비용으로 지도학습의 결과와 비슷한 결과를

얻는 것이다. 구체적으로 약 지도학습 기반의 객체 로컬
라이제이션이란, 클래스 정보만으로 객체의 종류와 위치
를 정확하게 예측하는 것이다. 하지만 이러한 약 지도학
습 기반의 객체 로컬라이제이션 방법들은 특정 영역에만

집중하는 한계가 존재한다. 또한, 클래스별로 가지고 있
는 특정한 영역이나 모양을 반영하지 못한다. 따라서 본
논문에서는 클래스별 전경 맵을 활용한 학습법을 제안한

다. 이러한 학습법을 통해 클래스별로 가지고 있는 특징
을 클래스 활성화 맵을 만드는 과정에서 반영할 수 있도

록 하였다. 또한, 클래스 활성화 맵을 이용하여 로컬라이
제이션하는 과정에서 이용되고 있는 정규화 방법을 개선

하였다. 결론적으로 이러한 두 가지 방법을 통해 약 지도
학습 기반의 객체 로컬라이제이션의 성능을 높여 방법이

유효함을 증명한다. 2장에서는 약 지도학습 기반의 객체
로컬라이제이션에 대한 기존 연구들을 설명하고, 3장에
서는 전경 맵을 활용한 학습법과 개선된 정규화 방법을

설명한다. 4장에서는 이러한 방법들을 활용한 결과를 기
존의 연구들과 비교하며 양적 결과와 질적 결과를 모두

보여준다. 

Ⅱ. 관련 연구

약지도학습기반의객체로컬라이제이션은객체의위치

정보 없이 클래스 정보만으로 학습한다. 따라서, 라벨링에
대한부담이적어많은연구가활발히이루어지고있다. 특
히약지도학습기반의객체로컬라이제이션의핵심이라고

할수있는클래스활성화맵
[1]
의등장으로많은연구가시

작되었다. 클래스 활성화 맵이란 설명 가능한 인공지능에
서도 자주 쓰이는 기술로, 네트워크가 사진의 어디를 보고
예측을 했는지 알 수 있게끔 시각화한 맵이다. 따라서 약
지도학습 기반의 객체 로컬라이제이션에서는 객체의 위치

정보 레이블의 부재를 클래스 활성화 맵을 활용하여 해결

하고 있다. 하지만 클래스 활성화 맵을이용함에도한계점
이 존재한다. 구체적으로 클래스 정보만으로 객체의 클래
스와로컬라이제이션을동시에학습하기에, 네트워크는객
체를구분하기 위해 객체의특정부분에더욱집중하게되

고, 클래스활성화맵역시특정부분만집중하게되는현상
을보인다. 따라서, 이러한한계점을해결하기위해다양한
방법들이제안되었다. HaS[2]

는클래스활성화맵이특정영

역에만 집중하는 문제를 해결하기 위해 무작위 제거 학습

법을 제안했다. 클래스 활성화 맵을 패치로 나누어무작위
로 제거하며 학습을진행하였다. 반면 SPOL[3]

은 네트워크

의 얇은층에서 출력되는 클래스 활성화 맵에 집중하였다. 
기존 클래스 활성화 맵은 네트워크의 마지막 컨볼루션 층

에서 출력하기에 얇은 층에서 뽑힌 클래스 활성화 맵보다

특정 영역에 집중하는 경향을 보인다. 따라서 그들은 얇은
층에서출력된 맵과 마지막층에서출력된 맵을 곱하여보

완된 클래스 활성화 맵을 이용하여 문제를 해결하였다. 한
편, NM[4]

은 클래스 활성화 맵을 이용하기 위해 정규화를

거치는 과정에 집중하였다. 다른 논문들의 방법을 사용할
경우, 발생하는 클래스 활성화 맵의 분포를 분석해서 기존
의 정규화 방법을 개선한다. 특히, 클래스 활성화 맵 안의
낮은 값들을 무시하여 상대적으로 높은 값들에 집중하는

방법을제안한다. I2C[5]
에서는 배치 단위로 클래스 활성화

맵에서정답 레이블에 해당하는 맵을 추출한 후, 무작위로
특징벡터를몇개선택한다. 그리고같은레이블의영상끼
리 이러한 특징 벡터의 값을 손실함수를 통해 가까워지게

하였으며이러한특징벡터를시드 벡터라고부른다. 또한, 
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그림 1. 전경 맵과 배경 맵의 생성과정
Fig. 1. Process of generating foreground and background maps

각 배치에서의 시드 벡터와 미니 배치에서의 시드 벡터의

크기를 가깝게 만들어 클래스별 전경 맵의 일부분을 따라

갈 수 있게 하였다. 그리고 최근 BAS[6]
는 클래스 활성화

맵을 전경 맵과 배경 맵으로 구분하여 학습에 이용했다. 
BAS[6]

는기본네트워크와생성기, 클래스분류기를기본으
로 하여 학습하는 방법으로, 배경 맵과 특징 맵을 합성하
여 배경에 대해서 억제한다. 동시에 전경 맵으로 클래스
활성화 맵을 지역 억제한다. 따라서, 두 개의 억제 과정의
균형을 바탕으로 객체에 대해 정확하게 로컬라이제이션

할 수 있는 방법이다. 특히 배경 영역의 활성 크기를 억제
함으로써 네트워크가 객체 전체의 영역에 대해 정확하게

로컬라이제이션하게 만들어 주었다. 따라서 본 논문에서
는 MobileNetV1[7]

을 Backbone으로 하는 방법 중에서 
CUB200[8] 데이터세트에 대해가장성능이높은 BAS[6]

를

초기 학습에 이용하여 연구하였으며 이를 ImageNet[12] 데
이터세트에대한실험에도이용하였다. 또한, 기존에클래
스별특징을 클래스활성화맵에반영하지못하는점을해

결하기 위해, BAS[6]
로부터 영감을 받아 클래스별 평균 전

경 맵을 활용한 학습법을 제안하였으며, 기존의정규화방
법에서 더 개선된 정규화 방법을 제안한다.

Ⅲ. 제안 방법

1. 초기 학습

본 논문에서는 BAS[6]
와 같이본 논문의모델 구조역시

기본 네트워크, 생성기, 그리고 클래스 분류기로 구성하였
다. 여기서 생성기는 클래스 활성화 맵을 이용해 전경 및
배경맵을생성하는모듈을뜻한다. 먼저본논문에서는학

습단계를초기학습단계, 후기학습단계로두단계로구
분한다. 초기 학습 단계에서는 BAS[6]

의 방법을 활용하여

학습하여기초모델을만든다. 따라서, 본논문에서제안하
는 방법은후기학습단계와학습후정규화하는방법에서

제안된다. 먼저, 초기학습단계에서영상이기본네트워크
에 들어가서 특징 맵이 생성된다. 그리고 해당 특징 맵은
생성기와 분류기에 각각 입력된다. 먼저 생성기에서 클래
스활성화맵을만든다. 이클래스활성화맵은모든클래스
에 대한 정보를 가지고 있고, 여기서 모든 클래스에 대한
정보란, 모든클래스에대해클래스마다특정전경맵을가
지고있다는것을뜻한다. 따라서, 정답레이블에해당하는
맵을 추출하여 이를 전경 맵이라 칭한다. 생성기는마지막
에 시그모이드 층을 포함하고 있어, 0과 1 사이의 값을 출
력하게 된다. 이러한 성질을 이용해, 전경 맵의 각 특징을
(1-특징) 값으로 치환하여, 배경 맵을 만들게 된다. 그림 1
에서특징맵이생성기에들어가전경맵과배경맵을만드

는 과정을 확인할 수 있다. 그리고 출력된 전경 맵은 지역
억제를 위한 손실함수와 전경을 이용한 추가 교차 엔트로

피 손실함수에서 이용된다. 배경 맵은 분류기에서 출력되
는특징맵과연산된다. 그리고분류기에선특징맵이컨볼
루션층을통과하며, 그과정에서생성기에서만든배경맵
과합성하여연산이진행된다. 따라서분류를위한교차엔
트로피손실함수와배경을억제하는손실함수에대한연산

이진행된다. 손실함수에대한자세한수식은 3.3절에서설
명하고 있다.

2. 클래스별 평균 전경 맵을 활용한 후기 학습

초기 학습이 끝난 후, 후기 학습이 시작된다. 만약 초기
학습만을진행하게될경우, 클래스별전경맵의특징에대
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그림 2. 제안된 모델의 구조
Fig. 2. Framework of proposed method

해서는 학습되지 않는다. 실제 환경에서는 클래스별로 전
경과배경이달라이를학습하는것은중요한문제이다. 따
라서이러한클래스별특징을이용한방법도있다. 예를들
어, I2C[5]

에서는 배치단위로, 전경맵에서시드 벡터를 무
작위로선택해, 그값들을서로닮게하였다. 하지만이러한
방법을적용할경우, 전경맵에서시드벡터를무작위로선
택하기에 객체의 전혀 다른 부분에서 시드 벡터를 받아오

는한계점이 있어 만약 전경 맵이 활성화되는 범위가넓어

지더라도이상적이지않다. 또한, 배치와미니배치단위에
서 적용하였기에, 모델의 학습이 배치사이즈에민감할수
있으며 하이퍼 파라미터에 따라 성능의 결과가 달라질 수

있다. 따라서우리는클래스별평균전경맵을활용한학습
을 제안한다. 후기 학습에서는 학습을 시작하기 전, 모든
영상에서 정답 클래스를 뜻하는 전경 맵을 먼저출력한다. 
출력된모든전경맵을토대로, 클래스별평균을내어학습
데이터세트의클래스수만큼평균전경맵을가지게된다. 
후기 학습에서는 이러한 클래스별 평균 전경 맵을 활용한

다. 초기학습과똑같이모든연산이진행되지만, 후기학습
에서는각영상의전경맵이미리생성해둔클래스별평균

전경맵과가까워지게학습을진행된다. 그림 2에서출력된
전경맵과클래스별평균전경맵을이용해학습하는것을

확인할 수 있다. 단순히, 몇 개의 시드 벡터를 뽑는 것이
아닌 각 영상의 전경 맵의 모든 특징값과 클래스별 평균

전경 맵의 특징값들이 닮게 학습된다. 이러한방법을 토대
로모델은클래스별전경맵의분포를일부학습하고, 모델
이전경맵을만드는과정에서클래스별 전경 맵의 특징을

일부반영하게하는효과를보인다. 후기학습손실함수역
시 3.3절에서 설명하고 있다.

3. 손실 함수

이 절에서는 초기 학습과 후기 학습에서 사용되는 손실

함수에대해 정리한다. 우선 초기 학습단계의손실함수이
다. 영상 는기본네트워크 ∙를통해특징맵을출력

한다. 

  (1)

그리고 앞에서 설명한 것과 같이 이 특징 맵은 생성기

∙와분류기 ∙에들어가게되며, 생성기에서는전
경 맵을 출력하게 된다.

  (2)

그리고여기서생성된전경맵은지역억제손실함수
[6]
를

통해 계산된다. 

  






 (3)

여기서, N은 전경 맵의 총 특징 맵의 요소 수를 뜻한다. 
또한, 전경 맵과 전경 맵을 이용한 배경 맵, 그리고 기본
네트워크에서 출력된 특징 맵은 분류기에 들어가서 계산

된다. 기본적으로 기본 네트워크에서 출력된 특징 맵이
분류기에 들어가 교차 엔트로피 손실함수가 계산되며, 전
경 맵과 분류기의 출력인 특징 맵을 원소별 곱을 통해 연

산하여, 전경 맵을 고려한 교차 엔트로피 손실함수[6]가 계

산된다.
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(4)

 fg  
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(5)

여기서, 는 정답 클래스를 의미하며, 는 전경 맵과
특징맵을원소별곱을진행한것을의미한다. 수식 4는영
상을 넣어 출력한 교차엔트로피손실함수를 뜻하며, 수식
5는 전경 맵이 곱해진 후, 출력된 교차 엔트로피 손실함수
를 의미한다.
또한, 배경맵의활성화를줄여주는손실함수가있다. 분
류기에 들어갔던 전경 맵을 앞서 설명한 것과 같이 배경

맵으로변환해준후, 분류기의중간특징맵과원소별곱을
한후에다시분류기의남은컨볼루션층을통과한다. 최종
적으로, 배경맵과곱해져들어간후의최종결과와곱해지
지 않은 결과의 비율로손실함수를 계산한다. 따라서 배경
억제 손실함수

[6]
가 배경 맵을 억제하고, 지역 억제 손실함

수가전경맵을억제하게되어이 균형을유지하며 학습한

다. 이러한균형을통해객체의위치정보레이블없이객체
에 대한 로컬라이제이션을 수행하게 된다. 해당손실 함수
는 다음과 같다. 

 


(6)

여기서, 는매우작은수를의미한다. 그리고 는분류

기에배경맵과분류기의중간특징맵이요소별곱이적용

된후에다시분류기로입력되어나온출력값을의미한다. 
그리고 는배경맵과연산되지않은결과스코어를의미

하며, 최종적으로 와 는 정답 클래스의 스코어만 추출

하여 계산된다. 최종적으로 초기 학습을 위한 손실함수는
다음과 같으며, 자세한 설명은 BAS[6]에서 확인할 수 있으

며,   는 하이퍼 파라미터를 의미한다.

    fg     (7)

다음은, 제안된후기학습의손실함수계산이다. 미리추

출해둔클래스별평균전경맵을활용해 L1 손실함수를이
용해 계산된다. 

  

avg  


  



║
  avg

 ║ (8)

 여기서 는배치사이즈를의미하며, avg가클래스별

평균 전경 맵을 의미한다. 이손실함수를통해서클래스별
전경 맵의 특징을 학습하게 된다.

4. 개선된 정규화 방법
 
현재, 대부분정규화방법으로최소-최대정규화방법, 혹
은 최대 정규화 방법을 사용하고 있다. 최근, NM[4]

에서는

약지도학습기반의객체로컬라이제이션을수행하는과정

에서 정규화 방법이 굉장히 중요함을 증명했다. 실험적으
로 클래스 활성화 맵을 정규화하는 과정에서 음수 값부터

일정비율의작은값들은 정규화하는 것이 좋지 않은 방법

임을 보였고, 따라서 해당 부분을 제외하고 정규화하였다. 
하지만본논문에서는시그모이드함수를포함하는생성

기를 사용하기에 본래부터 음수값이 존재하지 않는다. 또
한, NM[4] 이전에발표된 PaS[9]

에서는예외적으로큰 값들

이 상대적으로 작은 값을 무시하게 만들기 때문에, 예외적
으로큰값들을제거하는방법을제안하였다. 하지만이논
문역시, 음수가존재하지않는전경맵을고려하지않았다. 
따라서본논문에서는예외적으로큰 값을 일부 제외할수

있으며, 음수를 고려하지 않는 정규화 방법을 사용하였다.

   (9)

 max


(10)

여기서, 은정규화된전경 맵, ∙는 정규화 함수

를 뜻하며, max는 전경 맵의 최댓값, 는 퍼센트의

값을 의미한다. 
 최종적으로, 클래스별평균전경맵을활용한후기학습
법과개선된정규화 방법을통해약 지도학습기반의 객체
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Method
CUB-200[8] ImageNet[12]

Top-1 Loc Top-5 Loc GT-known Top-1 Loc Top-5 Loc GT-known

CAM[1] 48.07 59.20 63.30 43.35 54.55 58.97

HaS[2] 46.70 - 67.31 42.73 - 60.12

ADL[10] 47.74 - - 43.01 - -

PaS[9] 59.41 - 78.60 44.78 - 61.69

FAM[11] 65.67 - 85.71 46.24 - 62.05

BAS[6] 69.77 86.00 92.35 52.97 66.59 72.00

Ours 70.68 86.30 92.77 53.31 66.84 72.77

표 1. CUB200 데이터 세트[8]
와 ImageNet 데이터 세트[12]

에 대한 결과 비교

Table 1. Quantitative comparison using the CUB200 dataset[8] and ImageNet dataset[12]

로컬라이제이션의정확도를높이는 방법을제안하였다. 초
기 학습과 후기 학습에 대한 전반적인 구조는 그림 2에서
확인할 수 있으며, 최종적인손실함수는수식 (11)과 같고, 
는 조절 가능한 하이퍼 파라미터를 의미한다.

     avg (11)

Ⅳ. 실험 및 결과 분석

본장에서는제안된방법의성능검증을위한실험방법

및결과에관해설명한다. 본논문에서는 MobileNetV1[7]을

Backbone으로 하여 학습하였다. 또한, 약 지도학습기반의
객체 로컬라이제이션 논문들이 자주 사용하는 CUB200[8]

와 ImageNet[12] 데이터세트를이용하여기존의 제안된 방
법들과의 성능을 비교하였다. CUB200[8] 데이터 세트는

200개의 클래스로구성되어 있으며, 총 5,994장의 학습데
이터세트, 5,794장의테스트데이터세트로구성되어있다. 
ImageNet[12] 데이터 세트는 1,000개의 클래스로 구성되어
있으며, 약 130만장의학습데이터세트, 50,000장의테스
트데이터세트로구성되어있다. 그리고성능측정방식은
기존논문들의기법을사용하였으며[6], 표 1에서제안된방
법의 성능을 확인할 수 있다. 기존 논문들에서는 Top-1 
Loc, Top-5 Loc, GT-known의 기법으로 측정한다. Top-1 
Loc는 분류의 예측 스코어가 가장 높은 클래스가 정답 클
래스이면서, 로컬라이제이션한 결과와 정답 영역의 교차

영역 비율이 0.5 이상인 것을 기록한다. 여기서 교차 영역
비율이란, 두개의영역이겹치는부분의영역을두영역의
전체 영역으로 나눈 비율을 나타낸다. 또한, Top-5 Loc는
분류의예측스코어가높은 5개의클래스중에정답클래스
가 있으며, 동일하게 로컬라이제이션한 결과와 정답 영역
의 교차 영역 비율이 0.5 이상인 것을 기록한다. 마지막으
로, GT-known은 정답 클래스에 대해서 로컬라이제이션한
결과와 정답 영역의 교차 영역 비율이 0.5 이상인 것을 기
록한것을의미한다. 그림 3에서는제안된방법으로학습한
모델의 로컬라이제이션 결과를 확인할 수 있다. 표 1을살
펴보면제안된 방법이가장높은성능이보임을 확인할수

있다. 또한, 그림 3을살펴보면제안된방법으로원래의영
상에서전경맵을합성하여객체에대해로컬라이제이션을

한결과를살펴볼수있으며, 객체에대해전체적인영역을
찾는것을확인할수있다. 그림 4에서는각손실함수가빠
졌을 때의 결과를 시각적으로 확인할 수 있다. 이 결과를
통해 각 손실함수의 중요성을 알 수 있으며, 또한 제안된
방법이로컬라이제이션을정확하게하는모습을확인할수

있다. 특히, 가 제외되었을 때는, 전경 맵이 제한 없이

무한히커지는모습을확인할수있다. 그리고시각화한결
과에서빨간색 경계 상자는정답을초록색 경계 상자는네

트워크가예측한상자를의미한다. CUB200[8] 데이터 세트
는초기학습과후기학습모두 100 epoch 동안학습되었으
며, ImageNet[12] 데이터 세트는 초기 학습과 후기 학습을
8 epoch, 4 epoch 동안하였다. 학습률은 0.001로설정하였
다.
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Image

BAS[6]

Ours

그림 3. CUB200 데이터 세트[8]에 대한 시각적 결과 비교

Fig. 3. Qualitative comparison using the CUB200 dataset[8]

Image

Ours w/o 

Ours w/o  avg

Ours

그림 4. 손실함수의 여부에 따른 ImageNet 데이터 세트[12]에 대한 시각적 결과 비교

Fig. 4. Ablation study on the loss terms using the ImageNet dataset[12]

Ⅴ. 결 론

본논문에서는약지도학습기반의객체로컬라이제이션

을연구하였다. 특히, 클래스별평균전경맵을활용한후기
학습과정을 통해서클래스별 전경 맵의 특징을학습할수

있게하였다. 또한, 정규화방법을개선하여양수로만구성
되어있는전경맵에서 활용할수 있는 방법을제안하였으

며, 두가지의방법을통해다른방법들에비해보다정확한
로컬라이제이션 성능을 얻을 수 있었다. 결론적으로, 이러
한 과정들을 통해 객체의 위치정보 없이 객체를 로컬라이

제이션하는 것을 수행하였으며, 객체의 특정 영역만을 잡
는 점과 클래스별전경맵특징을따라가지못하는한계점

들을 해결하였다. 
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