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Ⅰ. 서 론

6DoF VR 영상을 얻기 위해서는 한 장소에서 찍은 다수

의 이미지들을 Structure from Motion (SfM) 등 [1]의 알

고리즘을 활용해 각 이미지에 대한 Camera Pose를 얻어

야 한다. SfM 알고리즘에서는 먼저, 각 이미지에 대한 특

징점을 추출하고, 각 특징점의 descriptor 정보를 바탕으

로 유사한 특징점끼리 매칭 관계를 계산한다. 그리고, 이 

매칭 관계를 활용하여 각 이미지의 Camera Pose를 계산

한다. Camera Pose와 특징점의 매칭 관계를 활용하면, 이

미지 위의 특징점들을 3차원 월드 좌표계에서 표현할 수 

있고, 모든 특징점들을 3차원 월드 좌표계에 표현한 3D 

Point의 집합을 Sparse Point Cloud라고 한다. 특징점이 

아닌 픽셀은 매칭 관계가 없기 때문에 3차원 월드 좌표계

로 표현할 수 없다.

특징점은 이미지의 전체 픽셀 수에 비하면 매우 적기 때

문에, Sparse Point Cloud로는 품질 좋은 6DoF VR 영상

을 얻을 수 없다. 따라서, 다수의 입력 이미지를 활용하여 

3차원 물체나 공간을 복원하는 Multi-View Stereo 알고리

즘을 사용하여 더욱 품질이 좋은 6DoF VR 영상을 얻는 것
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다수의 이미지로부터 6DoF VR 영상을 얻기 위해서 먼저 각 이미지에 대해 특징점 추출과 매칭 과정을 수행하고, 이 정보를 바

탕으로 각 이미지의 Camera Pose를 구해야 한다. 이 과정에서 특징점들을 3차원 좌표로 옮긴 Sparse Point Cloud를 얻을 

수 있다. 하지만, Sparse Point Cloud만으로는 품질 높은 6DoF VR 영상을 얻을 수 없는데, 한 이미지에서 특징점은 전체 픽

셀 수에 비해 매우 적기 때문이다. 따라서, 품질이 좋은 6DoF VR 영상을 위해서 모든 픽셀을 3차원 좌표로 옮긴 Dense Point 

Cloud를 얻는 과정이 필수적이다. 본고에서는 다수의 이미지와 이에 대한 Camera Pose를 활용해 모든 이미지의 Depth 

Map을 추정하는 Multi-View Stereo 알고리즘을 사용하여 최종적으로 Dense Point Cloud를 얻는 과정에 대해 설명한다.
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이 일반적이다. Multi-View Stereo를 활용하여 3차원 물

체나 공간을 복원하는 방법은 여러 가지가 있지만, 그중

에서도 Depth Map을 사용하는 방법이 활용도가 가장 높

고, 가장 많이 사용된다. 하나의 물체나 공간을 표현하는 

여러 장의 이미지에 대해 Multi-View Stereo 알고리즘을 

사용하여 얻은 Depth Map과 Camera Pose를 이용하면 

Dense Point Cloud를 만들 수 있고, 후처리 작업을 거쳐 

더 품질이 좋은 6DoF VR 영상을 얻을 수 있다.

한 편, 한 장의 이미지만 입력으로 받아, 입력 이미지

의 Depth Map을 계산하는 Monocular Depth Estimation 

알고리즘을 통해서도 Depth Map을 얻을 수 있다. 하지

만, Monocular Depth Estimation 알고리즘의 경우, Scale

에 강인하지 않기 때문에 여러 장의 이미지에 대해 각각의 

Depth Map을 얻어도, 서로의 정보가 3차원상에서 일치하

지 않는 문제가 생긴다. 즉, Monocular Depth Estimation 

알고리즘으로 얻은 Depth Map들은 6DoF VR 영상을 얻

기 위해 활용하기에는 적절하지 않다. 따라서, 6DoF VR 영

상을 얻을 때에는 여러 장의 이미지를 통해 얻은 주변 정보

를 활용하여 더 정확하고 Scale에 강인한 Depth Map을 출

력하는 Multi-View Stereo 기법을 사용한다. 

Multi-View Stereo에서 Depth Map을 추정하는 전통

적인 방법으로는 대표적으로 PatchMatch 알고리즘[2]이 

있다. PatchMatch 알고리즘은 성능이 좋으며, 최근까지

도 많이 사용되는 Depth Map 추정 알고리즘 중 하나이

다. 하지만, PatchMatch 알고리즘은 특징점이 거의 없는 

textureless region에서 Depth를 잘 추정하지 못한다는 

단점을 가지고 있기 때문에, 이를 보완하기 위해 최근에도 

많은 연구들이 진행되고 있다[3, 4, 5]. 

최근에는 전통적인 방법이 아닌, 딥러닝 기반의 Multi-

View Stereo 기법들이 많이 등장하고 있다. 딥러닝을 기

반으로 Depth Map을 추정하는 Multi-View Stereo 알고

리즘들은 일반적으로 다수의 이미지를 입력으로 받아 3D 

Cost Volume을 만들고, 3D 컨볼루션 연산을 통해 Depth 

Map을 얻는다. 딥러닝 기반의 알고리즘은 전통적인 

PatchMatch 알고리즘에서 잘 추정하지 못했던 textureless 

region에서 Depth를 더 잘 추정한다는 장점을 가지고 있지

만, 3D Cost Volume을 만들고 이를 3D 컨볼루션 연산하

는 과정에서 계산량이 증가하고 메모리를 너무 많이 소모

한다는 단점이 있다. 따라서, 메모리 사용량을 줄이기 위해 

차선책으로 해상도가 낮은 Depth Map을 얻은 후 이를 업

샘플링하여 사용하는 등의 방법을 사용한다. 따라서, 최근

에는 이러한 점을 보완하기 위해 더 적은 메모리를 사용하

고도 정확한 Depth Map을 추정하는 딥러닝 기반의 Multi-

View Stereo에 대한 연구들이 진행되고 있다[6, 7, 8].

본고에서는 대표적인 전통적인 알고리즘을 2장에서 설

명하고, 최근의 딥러닝 기반의 알고리즘을 3장에서 설명

하며 4장에서는 2, 3장에서 설명한 알고리즘들의 성능을 

비교한다. 

<그림 1> DTU Dataset [9]의 Scan 29 데이터의 Sparse Point Cloud와 Dense Point Cloud

(a) Sparse Point Cloud (b) Dense Point Cloud
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Ⅱ. 전통적인 Multi-View Stereo

본 장에서는 전통적인 Multi-View Stereo 알고리

즘인 PatchMatch 알고리즘에 대해 설명하고자 한다. 

PatchMatch 알고리즘은 총 네 단계로 구성된다. 첫 번째

로, Depth를 구하고자 하는 이미지의 이웃 이미지를 찾는 

Stereo Pair Selection 과정을 수행하고 두 번째로, 이미지

의 이웃 관계를 이용하여 Depth Map을 계산한다. 세 번

째로, Depth Map Refinement 과정을 진행하는데, 각 이

미지에서 얻은 Depth Map이 3차원상에서 서로 일치하

는지 확인하는 과정이다. 마지막으로 Depth Map Fusing 

과정을 수행하는데, 여러 장의 이미지에서 얻은 Depth 

Map을 이용하여 해당 픽셀들을 3차원에 표현하여 Dense 

Point Cloud를 생성하는 과정이다.

1. Stereo Pair Selection

Stereo Pair Selection은 Depth Map을 계산하기 전

에 수행하는 과정으로 기준 이미지와 비슷한 뷰를 바라

보는 이웃 이미지들을 선택하는 과정이다. 먼저, 기준 이

미지와 나머지 이미지들에 대해 카메라 중심 사이의 거

리와 카메라 사이의 각도를 식 (1), (2), (3)을 이용하여 

계산한다.

(1)

(2)

(3)

여기서 θij는 카메라 사이의 각도, dij는 카메라 중심 사

이의 거리, Ci는 카메라 중심이며 i는 기준 이미지의 인덱

스, j는 이웃 이미지의 후보의 인덱스이다. Ri, ti은 i번째 이

미지의 회전 행렬과 이동 벡터이며 Xk은 i번째 이미지와 j

번째 이미지 모두에서 보이는 k번째 3D Point, n은 Xk의 

개수이다. 카메라 사이의 각도는 i번째 이미지와 j번째 이

미지 보이는 모든 3D Point에 대해 ∠CiXkCj를 계산하여 

<그림 2> 두 카메라 사이의 각도에 따른 3D Point의 오차 범위

(a) 두 카메라 사이의 각도가 클 때 (b) 두 카메라 사이의 각도가 작을 때
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그 평균을 취하고, 카메라 중심 사이의 거리는 유클라디안 

거리를 활용하여 얻는다.

카메라 중심 사이의 거리가 너무 가깝고 카메라 사이의 

각도가 너무 작으면 Camera Pose에 약간의 에러만 존재

하더라도 픽셀을 3차원상으로 옮길 때 <그림 2>(b)처럼 

오차 범위가 커진다. 하지만, 카메라 중심 사이의 거리가 

너무 멀고 카메라 사이의 각도가 너무 크면 두 이미지가 

중첩되는 영역이 적어 바라보는 뷰가 서로 다를 수 있다. 

카메라 중심 사이의 거리가 너무 멀고 카메라 사이의 각

도는 작은 경우에는 두 이미지의 Scale이 달라 이웃 이미

지로 선택되기 적합하지 않을 수 있다. 따라서, 카메라 사

이의 각도와 거리가 너무 작지 않은 선에서 이웃 이미지

를 선택해야 한다.

이에 따라서 PatchMatch 알고리즘 [2]에서는 j번째 이

미지가 i번째 이미지의 이웃 이미지가 되기 위해서는 카

메라 사이의 각도와 거리가 식 (4)와 식 (5)를 만족해야 한

다고 제시한다.

(4)

(5)

d-는 di0,di1,…,dij 중 중간 값이다. 식 (4), (5)를 만족하

지 못하는 이미지는 기준 이미지인 i번째 이미지의 이

웃 이미지가 될 수 없으므로 이웃 이미지 후보에서 탈

락시킨다. 이후 남은 이웃 이미지 후보들에 대해서 θij
.

dij를 계산한 후, 이 값을 기준으로 오름차순 정렬한다. 

정렬된 값들 중에서 첫 N장이 i번째 이미지의 이웃 이

미지가 된다. 

2. Depth Map Computation

이웃 이미지 선별이 끝나면, 이를 활용해 기준 이미지의 

Depth Map을 추정한다. Depth를 추정하기 위한 주요 아

이디어는 입력 이미지의 각 픽셀 p가 월드 좌표계의 3차

원 공간에서 어떤 평면 f위에 있다고 가정하고, 그 평면을 

찾는 것이다. 평면 f를 찾기 위해서는 Depth 뿐만 아니라 

법선 벡터도 추정해야 한다. 즉, Depth와 법선 벡터를 정

의하면, 평면 f가 특정된다.

Depth Map을 계산하는 첫 단계는 랜덤 초기화로, 이

미지 내 각 픽셀을 임의의 Depth λ∈[λmin,λmax]를 만족하

는 λ 중 랜덤으로 초기화한다. 일반적으로, λmin는 이미지

에서 바라보는 Sparse Point Cloud의 3D Point 중 가장 

Depth가 작은 값, λmax는 가장 Depth가 큰 값으로 설정한

다. Sparse Point Cloud를 통해 특징점의 Depth는 알고 

있으므로 특징점의 Depth는 알고 있는 값으로 작성한다. 

법선 벡터 n→는 구 좌표계에서 정의되며 식 (6)과 같이 θ, 

φ 두 변수로 구성된다. θ는 0°에서 360° 사이의 값을 가

지며 φ는 0°에서 90° 사이의 값을 가진다. 이 역시 랜덤으

로 추정한다.

(6)

만약, 랜덤 초기화 과정에서 평면 f를 잘 찾으면 입력 이

미지와 이웃 이미지의 호모그래피 행렬이 잘 구해지고, 그

렇지 않으면 잘못된 호모그래피 행렬이 구해진다. 즉, 호

모그래피 행렬을 통해 Depth가 잘 구해졌는지 평가할 수 

있다. 호모그래피 행렬은 수식 (7)로 구할 수 있다.

(7)

Ki, Ri, Ci는 각각 기준 이미지의 카메라 내부 행렬, 회전 

행렬 그리고 카메라 위치 벡터이며, Kj, Rj, Cj는 각각 이웃 

이미지의 카메라 내부 행렬, 회전 행렬 그리고 카메라 위

치 벡터이다. n→은 픽셀 p에서 추정한 법선 벡터, X는 카메

라 좌표계에서 픽셀 p의 좌표이며 현재 추정한 Depth λ를 

사용하여 X=λKi
-1p를 이용하여 계산할 수 있다. 

이를 활용하여 Depth를 평가하기 위해서는 먼저 

Depth를 평가하고자 하는 픽셀 p 주변에 w×w 크기

의 윈도우 B를 만든다. 그 후, 픽셀 p의 Depth λ와 법선  
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벡터 n→를 활용하여 식 (7)과 같이 호모그래피 행렬 H를 

계산하고, 이를 이용하여 윈도우 B 내의 모든 픽셀을 이

웃 이미지로 투영시킨다. 이웃 이미지에 투영된 윈도우

를 B′라고 한다면, B와 B′ 사이의 밝기 분포를 ZNCC로 

측정한 후, 식 (8)과 같이 최종적으로 픽셀 p의 Depth λ

의 불확실성을 계산한다. Depth λ와 법선 벡터 n→가 정확

하여 호모그래피 행렬 H가 잘 구해졌으면, B와 B′이 같

은 신호 정보를 담고 있을 것이므로 밝기 분포 역시 유

사할 것이고, 그렇지 않다면 B와 B′이 다른 신호를 담

고 있으며 Depth λ와 법선 벡터 n→가 부정확하다는 것

을 의미한다.

m(p,λ, n→ )은 픽셀 p에서 추정한 Depth λ와 법선 벡

터 n→의 불확실성을 뜻하며, 낮을수록 Depth λ와 법선 벡

터  n→의 신뢰도가 높다. B는 기준 이미지에서 픽셀 p 주

변의 w×w 크기의 윈도우이며, I(.)는 입력 픽셀 위치에서

의 밝기를 뜻하며, H(.)는 식 (7)로 구한 호모그래피 행렬

을 이용해 입력 픽셀을 이웃 이미지로 투영시키는 연산을 

의미한다. 
_
I(.)는 윈도우 B 내의 밝기 평균을, 

_
I(H(.))는 윈

도우 B를 이웃 이미지로 투영시킨 윈도우 B′의 밝기 평

균을 의미한다. 만약, 이웃 이미지가 N장인 경우, 각 이

웃 이미지를 사용하여 픽셀 p의 불확실성을 N개 구한 후, 

이를 평균하거나 중간 값을 사용하는 등의 방법을 사용

할 수 있다.

랜덤 초기화 과정을 통해 각 픽셀의 Depth와 법

선 벡터를 초기화 했다면, 각 픽셀의 Depth를 Spatial 

Propagation과 Random Assignment 과정을 반복 수행

하여 추정하며, 결과적으로 Depth Map을 얻게 된다. 즉, 

전체적인 Depth Map 계산 과정은 <그림 3>과 같다.

Spatial Propagation은 인접한 픽셀들은 3차원상에서 

같거나 비슷한 평면에 존재하여 Depth와 법선 벡터 역시 

비슷할 것이라는 가정하에 이루어진다. 현재 Depth를 구

하고자 하는 픽셀이 p이고, p의 Depth가 λ, 법선 벡터가 

 n→이며, p 주변의 이웃 픽셀 pn이 가진 Depth를 λn, 법선 

벡터 n→n라 하자. 픽셀 p와 픽셀 pn는 가까이 있는 픽셀이

므로 같은 평면 위에 있을 확률이 높다. 따라서, 픽셀 pn

의 Depth λn와 법선 벡터 n→n를 픽셀 p로 가져와 불확실

성을 측정한다. 만약, 불확실성 m(p,λ, n→) 보다 m(p,λn, 

 n→n)이 더 낮게 측정된다면, 픽셀 p의 Depth와 법선 벡터

로 기존의 (λ, n→) 대신 (λn,n
→

n)를 사용한다. 이 과정을 모

든 픽셀에 대해 수행하는 것을 Spatial Propagation이라

고 하며, 이는 <그림 4>처럼 여러 번 반복된다. 홀수 번

째 반복에서는 <그림 4>(a)처럼 전체 이미지의 좌상단

부터 우하단 방향으로 Spatial Propagation하며, 이웃 

픽셀은 <그림 5>에서 파란 부분에 해당하는 부분이 이

웃 픽셀이 되고, 짝수 번째 반복에서는 <그림 4>(b)처

럼 우하단부터 좌상단 방향으로 Spatial Propagation하

<그림 3> Depth Map Computation의 전체 과정

(8)
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며, <그림 5>에서 빨간 부분에 해당하는 부분이 이웃 픽

셀이 된다.

Random Assignment는 현재 픽셀 p의 Depth λ와 법

선 벡터  n→의 두 파라미터 θ, φ의 주변 값들 중에서 랜덤

으로 Depth와 법선 벡터를 취한 뒤, 불확실성을 계산하

여 불확실성 m(p,λ, n→) 보다 m(p,λ′, n→′)이 더 낮게 측정된

다면, 현재 픽셀 p가 가진 Depth λ와 법선 벡터  n→ 대신 

Depth λ′와 법선 벡터 n→′를 취하는 알고리즘이다. 

구체적으로, 현재 픽셀 p의 Depth λ와 법선 벡터 n→의 

두 파라미터 θ, φ의 주변에서 랜덤으로 새로운 Depth λ′
와 새로운 θ′, φ′로 계산되는 새로운 법선 벡터 n→′를 얻는

다. 이때, 식 (9)와 같이 ∆λ, ∆θ, ∆φ 이 주변 값의 경계 

값이 된다. 만약, 새로운 Depth λ′와 법선 벡터 n→′로 계 

산한 불확실성 m(p,λ′, n→′)이 기존의 Depth와 법선 벡터

의 불확실성 m(p,λ, n→)보다 낮다면, λ′가 현재 픽셀 p의 

Depth, n→′가 새로운 법선 벡터가 된다. 그리고, ∆λ, ∆θ, 

∆φ 값을 절반으로 줄인 후 위 과정을 반복한다. 만약, 랜

덤으로 선택한 Depth와 법선 벡터의 불확실성 m(p,λ′, 
n→′)이 기존 값 m(p,λ, n→) 보다 높다면, 다음 픽셀로 넘어

간다.

앞서 언급한 대로, Depth Map은 위에서 설명한 

Spatial Propagation과 Random Refinement를 <그림 3> 

과 같이 여러 번 반복하면 얻을 수 있다. 하지만, Spatial 

Propagation과 Random Refinement의 반복 횟수를 늘

<그림 4> 반복 횟수에 따른 Spatial Propagation의 진행 방향

<그림 5> 현재 픽셀 p와 인접한 8개의 픽셀

(a) 홀수 번째 반복 (b) 짝수 번째 반복

(9)
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린다고 해서, Depth Map의 정확도가 선형적으로 올라가

지는 않기 때문에 계산 효율성을 위해서 적당한 반복 횟수

를 찾는 것이 좋다. 이렇게 얻은 Depth Map 중에서 불확

실성이 임계 값보다 높은 픽셀의 경우는 Depth를 찾지 못

한 것으로 정의한다.  

마지막으로 Gap Interpolation이나 Speckle 제거 단

계 등 후처리 작업을 통해 Depth Map을 수정할 수 있다. 

두 알고리즘 모두 근접한 픽셀은 같은 평면 위에 있을 확

률이 높으며, 이에 따라 유사한 Depth를 가질 확률이 높

다는 가정을 가지고 있다. Gap Interpolation은 Depth를 

찾지 못한 픽셀들의 세그먼트가 일정 크기 이하이면, 주

변의 Depth 정보를 이용하여 선형 보간시키는 작업이며, 

Speckle 제거는 비슷한 Depth를 가지는 픽셀들로 이루

어진 세그먼트에 대해서 그 세그먼트의 크기가 너무 작으

면 해당 세그먼트의 Depth를 모두 잘못 구한 것으로 판

단하는 것이다. 인접한 픽셀들끼리 Depth가 비슷하다는 

것은 곧 식 (10)을 만족한다는 것이며, 만약 그렇지 않으

면 서로 다른 세그먼트로 분리된다. 임계 값은 주로 0.01

을 사용한다.

(10)

3. Depth Map Refinement

모든 이미지에 대하여 Depth Map을 얻고 나면, 각 

Depth Map들이 3차원상에서 일치하는 정보를 가지고 

있는지를 확인하여야 한다. 만약, 그렇지 않다면, Dense 

Point Cloud를 구성할 때 품질이 떨어진다. 먼저, 식 (11)

과 같이 기준 이미지의 각 픽셀 p에 대해 p의 depth λ

와 카메라 파리미터를 통해 3차원 월드 좌표계로 이동시

킨다.

(11)

X는 픽셀 p를 3차원 월드 좌표계로 이동시킨 점이며, 

Ki, Ri, Ci는 각각 기준 이미지의 카메라 내부 행렬, 회전 

행렬 그리고 카메라 위치 벡터이다.

그 다음, X를 이웃 이미지로 투영시킨다. Nk가 k번째 

이웃 이미지이고, X를 Nk에 투영하여 얻은 점을 X k
N이라

고 하면, 이웃 이미지 Nk의 Depth Map의 X k
N에 해당하는 

depth를 λ(X, Nk)라고 한다. 그리고, X를 이웃 이미지 Nk

의 3차원 카메라 좌표계로 옮긴 뒤 얻은 Z축 좌표, 즉, Nk

의 카메라에서 바라본 depth를 d(X, Nk)라고 표기한다. 

만약, λ(X, Nk)와 d(X, Nk)이 식 (12)를 만족하면, 기준 이

미지에서 구한 픽셀 p의 depth λ를 활용하여 얻은 X가 

이웃 이미지 Nk와 일관성이  있다고 할 수 있다. 만약, X

가 적어도 n개의 이웃 이미지와 일관성이 있다면, 신뢰

할 수 있는 포인트로 여겨지며, 기준 이미지의 픽셀 p의 

depth λ는 유지되고, 그렇지 않으면 지워진다. n은 일반

적으로 2이다.

(12)

이 과정을 모든 이미지의 모든 픽셀에 대하여 진행한다. 

Depth Map Refinement를 진행하고 나면, 대부분의 에

러는 제거되며 상대적으로 각 이미지에서 깨끗한 Depth 

Map을 얻을 수 있게 된다.

<그림 6> 이웃 이미지 Nk에서 X를 바라봤을 때의 Depth d(X, Nk)와 X를 Nk

에 투영시킨 후 Depth Map을 통해 얻은 Depth λ(X, Nk)
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4. Depth Map Fusing

Depth Map Refinement까지 마치면, Depth Map

의 정보를 활용하여 Dense Point Cloud를 바로 만들 

수 있다. 하지만, 이는 상당히 많은 중복 계산을 포함

하는데, 각 이미지들이 중복되는 뷰를 공유하기 때문이

다. 따라서, 이러한 반복을 제거하기 위한 알고리즘이 

필요하다.

먼저, 현재 이미지 Ii에서 식 (11)을 이용하여 각 픽셀

을 3차원 월드 좌표계의 3D 포인트 X로 투영시키고, 이

를 이웃 이미지로 다시 재투영한다. 이때, 세 가지 상황

이 발생한다. 첫 번째는 <그림 7>(a)와 같이 d(X, Nk)

가 λ(X, Nk)보다 작은 상황으로, 이런 경우 해당 포인트

는 이웃 이미지 Nk에서 계산하기로 하고 건너뛴다. 두 

번째는 <그림 7>(b)와 같이 d(X, Nk)가 λ(X, Nk)보다 

크고, 식 (12)를 만족하는 경우이다. 이 경우는 X에 대

해 현재 이미지 Ii에서 구한 Depth와 이웃 이미지 Nk에

서 구한 Depth의 불확실성을 반영하여 가중치 평균함

으로써 최종 Depth를 결정하고 3D 포인트의 좌표를 결

정한다. 그리고, 이웃 이미지 Nk에서 X가 투영된 위치의 

Depth는 지워서 중복으로 계산되는 것을 막는다. 마지

막은 <그림 7>(c)와 같이 d(X, Nk)가 λ(X, Nk)보다 크

지만, 식 (12)를 만족하지 않는 상황으로 앞의 두 조건

을 만족하지 않는 경우이다. 이 경우에는 현재 이미지 Ii

에서 구한 X와 이웃 이미지 Nk의 Depth Map에서 얻

은 λ(X, Nk) 정보를 활용하여 얻은 X
λ
(X, Nk)가 같은 포

인트가 아닌 서로 다른 포인트라고 가정한다. 따라서, 

Point Cloud에는 현재 이미지에서 얻은 Depth 정보

만 활용하여 X를 표시하고, 이웃 이미지에서 λ(X, Nk)

를 지우지 않는다.

이 과정을 모든 이미지의 모든 픽셀에 대해 수행하며, 

Depth를 구하지 못하거나 중복 계산을 방지하기 위해 

지운 픽셀에 대해서는 연산을 수행하지 않고 건너뛴다. 

Depth Map Fusing 과정이 끝나면, Sparse Point Cloud

보다 훨씬 촘촘한 Dense Point Cloud를 얻을 수 있다. 이

를 이용하면 Mesh Reconstruction[10]이나 Texturing[11] 

등의 후처리 과정을 거쳐 더욱 현실성 있는 6DoF VR 영

상을 제작할 수 있다.

(a) d(X, Nk)가 λ(X, Nk)보다 작은 상황

(b) d(X, Nk)가 λ(X, Nk)보다 크고, 값이 비슷한 상황

(c) d(X, Nk)가 λ(X, Nk)보다 크고, 값이 비슷하지 않은 상황

<그림 7> Depth Map Fusing 시 만나게 되는 세 가지 상황
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Ⅲ. 딥러닝 기반의 Multi-View 
Stereo

PatchMatch 기반의 전통적인 Multi-View Stereo는 뛰

어난 Depth Map 추정 능력을 가지지만, 특징점이 적은 

textureless region이나 반복적인 무늬가 나타나는 지역, 

투명한 물체가 있는 곳 등에서는 Depth를 잘 추정하지 못

한다는 단점이 있다. 이를 개선하기 위한 연구가 많이 진

행되고 있는데, 딥러닝을 활용한 Multi-View Stereo에 대

한 연구 역시 활발히 진행되고 있다.

이번 장에서는 3D Cost Volume을 활용하면서 end-

to-end 학습이 가능한 딥러닝 모델 MVSNet[12]과 

MVSNet의 3D Cost Volume의 단점을 개선한 Cascade 

Cost Volume[13]에 대해 설명하고자 한다. 두 알고리

즘 모두 기준 이미지와 기준 이미지의 이웃 이미지를 입

력으로 넣으며, 모든 이미지의 Camera Pose가 필요하

다. 출력으로 기준 이미지의 Depth Map을 얻을 수 있

으며, Dense Point Cloud를 얻기 위해서 수행해야 하는 

Depth Map Refinement와 Depth Map Fusing은 기존

의 알고리즘을 활용한다.

1. MVSNet

MVSNet[12]는 3D Cost Volume을 활용하여 Depth 

Map을 얻는 end-to-end 학습이 가능한 딥러닝 모델을 제

안하였다. 최근의 많은 딥러닝 기반의 Multi-View Stereo 

알고리즘은 3D Cost Volume을 활용하는 MVSNet의 아

이디어를 활용한다. 전통적인 PatchMatch 알고리즘은 

Depth를 추정하고 평가할 때 해당 픽셀의 주변 w×w 윈

도우의 정보밖에 활용하지 못한다. 즉, receptive field의 

크기가 작다. 반면에, 딥러닝 기반의 MVSNet은 3D Cost 

Volume과 컨볼루션 연산을 사용함으로써 receptive 

field가 PatchMatch 알고리즘보다 훨씬 커지기 때문에 

MVSNet이 반복적인 무늬가 나타나는 지역이나 특징점이 

적은 textureless region에서 전통적인 PatchMatch 알고

리즘보다 Depth를 더 잘 추정한다.

MVSNet의 전체적인 구조는 <그림 8>과 같다. MVSNet

의 가장 첫 부분은 2D CNN 네트워크를 통한 Feature 

Extraction이다. N장의 입력 이미지를 각각 2D CNN 네

트워크에 통과시켜 N장의 Feature Map을 얻는다. 이때, 

한 장은 Depth를 구하고자 하는 기준 이미지이며, 나머지 

<그림 8> MVSNet의 구조
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N-1장은 기준 이미지에 대한 이웃 이미지이다. Feature 

Extraction을 위한 2D CNN 네트워크는 <그림 9>와 같이 

8개의 2D CNN 구조로 이루어진다. 세부적으로 마지막 

레이어를 제외한 모든 CNN 레이어 이후에는 배치 정규화 

[14]와 ReLU 함수가 적용된다. 3번째와 6번째 CNN 레이

어의 보폭은 2로 설정한다. 출력으로 얻는 Feature Map

은 32개의 채널을 가지며, 입력 이미지에 비해 너비와 높

이가 1/4배 감소한다. 즉, N장의 입력 이미지를 Feature 

Extraction 네트워크에 입력시키면 32채널 Feature Map

을 N장 얻는다.

다음으로, Feature Extraction을 통해 얻은 N장의 

Feature Map을 사용해 하나의 3D Cost Volume을 얻는

다. 먼저, Sparse Point Cloud를 참조하여 Depth 범위인 

[λmin, λmax]를 정하고, Depth 범위를 몇 개의 값으로 샘플

링할지 정한다. 그리고, Feature Map을 기준 카메라 좌표

계의 z=λ 평면에 식 (13)을 이용해 warping한다.

 

(13)

Ki, Ri, ti는 warping을 하려는 Feature Map의 카메라 

내부 행렬, 카메라 회전 행렬, 카메라 이동 벡터이며, K1, 

R1, t1는 기준 이미지의 카메라 내부 행렬, 카메라 회전 

행렬, 카메라 이동 벡터이다. d는 warping 하려는 평면

의 Depth 값이며, n1은 warping 하려는 평면의 법선 벡

터이다.

예를 들어, <그림 10>과 같이 λmin=1, λmax=5이고, 해

당 범위를 균일하게 5개의 값으로 샘플링한다면, Feature 

Map을 기준 카메라 좌표계의 z=1, z=2, …, z=5 평면에 

warping하여 Feature Volume을 얻는다. Feature Map

이 N장이므로, Feature Volume 역시 N개 생성되며, 각 

Feature Volume은  
4
_W×

4
_H×D×F 차원을 가진다. W, H는 

각각 입력 이미지의 너비와 높이, D는 Depth 샘플링 수, 

F는 Feature Map의 채널 수이다. 이렇게 N장의 Feature 

Volume을 얻는 과정을 Differentiable Homography라

고 한다.

이제, N장의 Feature Volume을 하나의 3D Cost 

Volume C로 합치기 위해 variance-based Cost Metric 

<그림 9> MVSNet의 Feature Extraction을 위한 CNN 네트워크 구조
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ℳ을 사용한다. Variance-based Cost Metric을 통해 입

력 이미지의 수 N과 상관없이 하나의 3D Cost Volume을 

얻을 수 있으므로, MVSNet의 전체 입력 이미지 수에 구조

적인 제한이 없어진다. Variance-based Cost Metric ℳ은 

식 (14)를 통해 계산된다.

(14)

C는 3D Cost Volume, Vi는 i번째 입력 이미지의 

Feature Volume, V
_

는 모든 Feature Volume의 평균, N

은 Feature Volume의 개수이다. 모든 연산은 Feature 

Volume의 원소별로 이루어진다.

이렇게 얻은 Cost Volume C를 사용하여 Cost Volume 

Regularization을 수행한다. 이는 Cost Volume C를 사

용하여 Probability Volume P를 만드는 과정이다. 먼저, 

Cost Volume C를 3D CNN 네트워크에 통과시킨다. 이

는 반사 물질이나 가려지는 물체 등에 의한 노이즈를 제거

함과 동시에 Cost Volume C를 활용하여 Depth Map을 

추론하기 위함이다. 

3D CNN 네트워크는 <그림 11>과 같이 구성되며, 3D 

버전의 UNet[15]과 유사하다. 먼저, 첫 3D CNN 레이

어에서 32채널 Cost Volume을 8채널로 줄이는데, 이

를 통해 계산량을 감소시킨다. 마지막 3D CNN 레이어

의 출력은 1채널 Volume이며, 모든 3D CNN 레이어를 

거치고 나면, Depth 방향으로 Softmax를 적용하여 확

률 정규화한다.

Cost Volume Regularization 과정을 마치면, 각 픽

셀에 대해 맨 처음에 샘플링한 모든 Depth 값의 확률을 

얻게 된다. 이 확률 값이 높을수록, 해당 픽셀의 Depth

가 될 확률이 높음을 의미한다. Depth Map을 얻는 가

장 간단한 방법은 각 픽셀마다 가장 높은 확률을 가지는 

Depth를 취하여 Depth Map을 구성하는 것이지만, 이

는 미분 불가능해서 역전파가 불가능해지며, Depth Map

을 업샘플링할 때, 새로 생기는 픽셀에 대해 Depth를 추

정하기 어려워진다. 따라서, 식 (15)와 같이 각 픽셀에 

대해 Depth 방향을 따라 확률 기반으로 기대값을 계산

<그림 10> Depth 샘플링에 따른 Feature Volume
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하여 Depth Map을 구한다. 이렇게 얻은 Depth Map은 

Feature Extraction 후에 얻은 Feature Map과 같은 크기, 

즉, 
4
_W× 

4
_H를 가진다.

(15)

D는 최종적으로 구한 Depth이며, d는 처음에 샘플링

한 Depth 값이며, P(d)는 d가 실제 Depth일 확률이다. 

이 과정을 soft argmin이라고 한다. Soft argmin을 통

해 Depth를 추정하면 완벽하게 미분 가능하며, Depth

가 Depth 범위에서 균일하게 샘플링되어도, 출력 Depth

의 값은 연속값을 가지기 때문에 더 정확한 Depth를 추

정할 수 있다.

이렇게 얻은 Depth Map은 꽤 품질이 좋지만, MVSNet

의 너무 넓은 receptive field 때문에 Depth Map이 과하

게 smoothing되는 문제가 존재한다. 이는 물체의 경계 

부분의 Depth 품질을 떨어뜨리며, 딥러닝 기반의 Image 

Segmentation 등의 알고리즘에서 나타나는 문제와 같은 

맥락이다. 따라서, Depth Map을 refinement하는 과정

이 필요하다. 

기존의 이미지에 물체의 경계 정보가 존재하므로, 처음

에 입력한 기준 이미지를 refinement에 활용한다. Depth 

Residual을 학습하기 위해, 앞에서 얻은 초기 Depth Map

<그림 11> MVSNet의 Cost Volume Regularization을 위한 3D CNN 네트워크

<그림 12> MVSNet의 Depth Refinement를 위한 CNN 네트워크
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과 기준 이미지를 Concatenate하여 4채널 Input Image

를 만든 후, <그림 12>와 같은 간단한 2D CNN 네트워

크를 통과시킨다. 2D CNN 네트워크는 32채널을 가지는 

보폭 1의 2D CNN 레이어 3개와 마지막 보폭 1의 1채

널 2D CNN 레이어로 구성되며 첫 3개의 레이어 뒤에는 

배치 정규화와 ReLU 함수가 적용되지만, 마지막 레이어 

뒤에는 아무것도 적용하지 않는다. Depth가 아닌 Depth 

Residual 학습이므로 음의 값도 필요하기 때문이다. 이렇

게 얻은 출력 Depth Residual Map을 초기 Depth Map과 

더하여 최종 Depth Map을 얻는다.

MVSNet의 손실 함수는 식 (16)와 같다. 손실 함수에 최

종 Depth Map과 정답 Depth Map 사이의 손실뿐만 아

니라, 초기 Depth Map과 정답 Depth Map 사이의 손실

도 반영된다.

(16)

d(p)는 픽셀 p의 정답 Depth 값, d
∧

i(p)는 초기 Depth 

Map에서 추정한 Depth 값, d
∧

r(p)는 최종 Depth Map에

서 얻은 Depth 값, λ는 두 항의 비율을 조절하는 가중치 

상수로 기본값은 1.0이며, 손실은 L1 Norm으로 계산한

다. 어떤 픽셀에 대해서는 정답 Depth 값이 없는 경우도 

존재할 수 있는데, 그런 경우는 제외하고, 정답 Depth 값

이 있는 픽셀에 대해서만 손실을 계산한다.

MVSNet은 반복적인 무늬가 있는 지역이나 특징점이 

적은 textureless region에서도 Depth를 잘 추정하여 전

통적인 PatchMatch 기반의 알고리즘의 단점을 극복하였

지만, 3D Cost Volume과 3D 컨볼루션 연산이 상당한 

메모리와 계산량을 요구하기 때문에, 고해상도의 Depth 

Map을 직접적으로 얻기 어렵다는 단점이 있다.

2.  Cascade Cost Volume for      
Multi-View Stereo

상당한 메모리와 계산량을 요구하는 MVSNet의 단점을 

개선하기 위해, Cascade Cost Volume[13]이 제안되었다. 

단일 크기의 Feature Map을 이용하는 3D Cost Volume

과 다르게, Cascade Cost Volume은 CNN 네트워크를 통

해 다양한 크기의 Feature Map으로 이루어진 Feature 

Pyramid를 활용하여 처음에는 대략적인 Depth만 추정

<그림 13> Cascade Cost Volume의 구조
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하고, 이후 단계에서 앞에서 구한 Depth 정보를 바탕으로 

Depth를 정교하게 구하는 과정을 수행한다. 이번 장에서

는 3D Cost Volume을 보완하는 Cascade Cost Volume

의 구조를 설명하며 이를 위해 MVSNet을 Backbone 

Network로 사용한다. 

Cascade Cost Volume의 전체적인 구조는 <그림 13>

과 같다. Cascade Cost Volume의 주요 아이디어는 단일 

Feature Map이 아닌, Multi-Scale의 Feature Pyramid를 

활용하는 것이다. 2D CNN 네트워크를 통해 Multi-Scale

의 Feature Map을 얻고, 작은 Feature Map을 사용하여 

Cost Volume을 만들어 대략적인 Depth를 추정한다. 그 

다음, 한 단계 더 큰 Feature Map과 이전 단계에서 추정

한 Depth 정보를 활용하여 더 정확한 Depth를 추정하며, 

이 과정을 Multi-Scale의 Feature Map 수만큼 반복한다. 

이때, Depth를 추정하는 방법은 Backbone Network의 

방법을 따른다. 

Cascade Cost Volume의 가장 첫 부분은 기존의 Cost 

Volume과 마찬가지로, 2D CNN 네트워크로 Feature 

Map을 얻는 것이다. 하지만, 기존의 Cost Volume과 다르

게 Cascade Cost Volume은 Feature Pyramid Network 

[16]을 사용하여 Multi-Scale의 Feature Map으로 이루어

진 Feature Pyramid를 얻는다.  Feature Pyramid가 N개

의 Scale을 가졌다면, Cascade Cost Volume을 활용해 

Depth Map을 얻는 과정은 N단계로 진행된다. N의 기본

값은 3이다. 

1단계에서는 Feature Pyramid에서 가장 작은 크기를 

가지는 Feature Map을 가져와 Depth Map을 추정한다. 

1단계에서는 기존의 Cost Volume을 활용하는 것과 동일

하게 Depth Map을 만든다. 기존의 Cost Volume을 활용

한 MVS 딥러닝 모델은 여기서 Depth Map 추정이 종료

되기 때문에 여기서 더 큰 Cost Volume을 만들어 더 정확

한 Depth Map을 얻을 수 있도록 해야 하지만, Cascade 

Cost Volume 구조에서는 여기서 추정한 Depth Map을 

바탕으로 이후 단계에서 더 정확한 Depth Map을 추정

할 수 있으므로 비교적 더 작은 Cost Volume을 사용하

여도 된다. 

2단계부터 N단계까지는 이전 단계에서 추정한 Depth 

정보를 활용하여, 이전 단계에서 얻은 Depth 근처에

서 Depth 범위를 설정한다. 예를 들어, <그림 14>(a)

는 1단계에서의 Depth 샘플링을 통해 얻은 Depth 

Hypothesis를 파란 실선으로, Depth Map 추정 결과

를 주황 실선으로 나타낸다. <그림 14>(b)는 2단계에서

의 Depth Hypothesis를 설명하는데, 점선은 1단계의 

Depth Hypothesis을 나타내고, 주황 실선은 1단계에서

의 Depth Map 추정 결과를 나타낸다. 2단계에서는 이를 

기준으로 residual을 설정하여 Depth 범위를 새롭게 설정

하고 샘플링하며, <그림 14>(b)의 파란 실선이 이를 통해 

얻은 2단계에서의 Depth Hypothesis이다. 이렇게 하면, 

전체적인 Depth 범위가 이전 단계의 범위보다 줄어들며, 

Depth 샘플링 간격 역시 현저히 줄어들어 이전 단계보다 

<그림 14> Cascade Cost Volume의 단계별 Depth 범위

(a) 1단계 (b) 2단계
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더 정교한 Depth 추정이 가능해진다.

1단계에서는 기존의 Cost Volume과 동일하게, 

Feature Volume을 생성하기 위해 식 (13)을 활용하지만, 

2단계부터는 이전 단계의 Depth의 residual을 활용하므

로 식 (17)을 활용하여 Feature Volume을 생성한다.

(17)

 

dk
m
은 k단계에서 구한 픽셀 m의 Depth이며 ∆m

k+1은 k+1

단계에서 픽셀 m에 대해 설정한 residual이다.

이후 Cost Volume을 만들기 위해 variance-based 

Cost Metric을 사용하는 것은 이전과 동일하며, 각 단계

에서 Cost Volume Regulariazation이나 soft argmin, 

Depth Map Refinement 등을 활용하여 Depth Map을 구

하는 것은 기존 MVSNet과 동일하다. 즉, Cost Volume으

로부터 Depth Map을 얻는 과정은 Backbone Network

의 방법을 그대로 따른다. 또, 손실 함수는 식 (18)과 같이 

정의되며, 손실 함수 역시 Backbone Network의 것을 활

용하는데, 단계별로 얻은 Depth Map에 대해 손실을 구하

고, 이를 가중치 합하여 최종 손실을 구한다. 

(18) 

Lk는 k단계의 Depth Map과 정답 Depth Map을 비교

하여 Backbone Network의 손실 함수를 사용하여 구한 

손실이며, λk는 각 단계별 손실에 대한 가중치이다.

기존의 Cost Volume을 활용한 MVSNet에서는 더 정

확한 Depth를 얻기 위해서는 더 큰 Cost Volume이 필

요하므로 더 많은 메모리가 필요했지만, Cascade Cost 

Volume 알고리즘을 사용하면, Depth 범위 [λmin,λmax]을 

비교적 덜 촘촘하게 샘플링하여 더 작은 Cost Volume을 

만들더라도 여러 단계를 거쳐 추가적인 Depth 회귀를 진

행하므로 더 적은 메모리를 사용하고도 더 정확한 Depth 

Map을 얻을 수 있다. 

Ⅳ. 성능 비교

2장과 3장에서 알아본 전통적인 PatchMatch 알고리

즘과 MVSNet 그리고 Cascade Cost Volume을 적용한 

MVSNet의 성능을 비교하기 위해, 각 알고리즘을 DTU 

Dataset[9]에 적용하여 <그림 15>와 같이 Dense Point 

Cloud를 만들었다. PatchMatch 알고리즘의 경우 대표적

인 라이브러리인 OpenMVS[17]을 사용하였다.

PatchMatch 알고리즘의 경우, Scan29 데이터에서 딥

러닝 기반의 알고리즘보다 더 많은 객체를 복원했지만, 

Scan29와 Scan48에서 특징점이 적은 textureless region

에서 Depth를 잘 추정하지 못하는 것을 관찰할 수 있었

으며, Scan1과 Scan4 데이터에서는 전통적인 알고리즘

을 사용하였을 때, 더 많은 노이즈가 생성되는 것을 확

인할 수 있었다. Scan1과 Scan4에서 나타난 노이즈는 

PatchMatch 알고리즘이 입력 이미지의 배경인 검은색 픽

셀 혹은 하얀색 픽셀에 대해 Depth를 추정한 것이 원인

이다.

MVSNet의 경우 기존의 Cost Volume을 활용한 모델

은 Depth Sampling을 192개로, Cascade Cost Volume

의 경우 1단계에서는 48개, 2단계에서는 32개, 3단계에

서는 8개로 설정했다. 기존의 MVSNet과 Cascade Cost 

Volume을 활용한 MVSNet 모두 Scan1과 Scan4 데이

터셋에서 노이즈가 거의 없으며, Scan48의 textureless 

region에서도 PatchMatch 알고리즘에 비해 비교적 객

체를 잘 복원했다. 기존의 MVSNet의 경우 PatchMatch 

알고리즘이나 Cascade Cost Volume을 활용한 경우보

다 선명도가 더 떨어졌는데, 이는 기존의 Cost Volume

의 메모리 사용량을 줄이기 위해 저해상도의 Depth Map

을 출력했기 때문이다. 이 문제를 해결한 Cascade Cost 

Volume은 더 선명한 Dense Point Cloud를 생성했다. 

Dense Point Cloud를 이루는 3D Point 역시 Cascade 

Cost Volume을 활용한 경우 각 데이터마다 1500만 개에

서 3000만 개를 생성한 반면, 기존의 Cost Volume을 활

용한 경우 200만 개 이하의 3D Point를 생성했다.
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실행 시간에 있어서도 각 알고리즘별로 큰 차이를 보

였는데, PatchMatch 알고리즘의 경우 이미지 한 장

의 Depth Map을 얻는데 약 9초가 소요되었고, 기존의 

MVSNet의 경우 이미지 한 장의 Depth Map을 얻는데 약 

11초가 소요되었으며, Cascade Cost Volume을 활용한 

MVSNet의 경우 이미지 한 장의 Depth Map을 얻는데 약 

0.4초가 소요되었다. 기존의 Cost Volume을 활용할 경

우 Depth Sampling의 수가 많아져 Cost Volume이 커지

고, 이에 따라 3D 컨볼루션 연산을 진행할 때, 계산량이 

상당히 커지는 반면, Cascade Cost Volume을 활용할 경

우, Depth Sampling을 작게 설정하여 여러 단계를 걸쳐 

Depth를 추정하더라도, 3D 컨볼루션 연산이 적게 소요되

어 계산량이 상당히 줄어들기 때문에, 기존의 MVSNet과 

Cascade Cost Volume을 활용한 MVSNet의 실행 시간에 

큰 차이가 생긴다.

<그림 15> DTU Dataset [9]을 사용하여 OpenMVS와 MVSNet, Cascade Cost Volume을 적용한 MVSNet으로 제작한 Dense Point Cloud 영상
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